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Abstracto

En este estudio, se identificaron las variables que tienen mayor impacto en la predic-
cién de default por parte de un deudor en el sistema financiero dominicano. Partiendo
de los datos reportados en la Central de Riesgo de la Superintendencia de Bancos de
Reptblica Dominicana y un criterio de default, se seleccionan 39 variables inspiradas
por la literatura de prediccion de default. Luego, se realiza la prediccion, utilizando un
modelo de aprendizaje automatico denominado catboost. Para evaluar la interaccién
entre las variables e identificar la relevancia de cada una, se empled la técnica de los
valores SHAP. El resultado obtenido en cuanto al ajuste del modelo, medido mediante
el drea bajo la curva ROC (ROC score), fue del 86 % y con un F1 score de 50 %. Se
aprecia que el poder predictivo disminuye significativamente en el periodo de pandemia
correspondiente al COVID-19 (2020-2021), donde el F1 desciende a un valor minimo
de 44 %. Las cinco variables que tuvieron mayor impacto en la prediccion de default
fueron la utilizacién de tarjetas de crédito, la cantidad de dias de atraso en la deuda
de tarjetas de crédito, la vejez del crédito mas antiguo del deudor, consumo del deudor
en tarjetas de crédito y la cantidad de meses desde el tltimo desembolso de un crédito
al deudor. Adicionalmente, se observa que durante el periodo de pandemia, variables
como el nivel de ingresos del deudor y la vejez de su crédito mas antiguo, las cuales
suelen tener un alto nivel predictivo, tuvieron menor importancia en la prediccién de
default en este periodo. En la seccion de resultados se muestran los detalles en torno

a estas y otras variables que inciden en la prediccion de default.
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1. Introduccién

La identificacion de los factores que inciden en el comportamiento de un deudor es
crucial para minimizar el riesgo de crédito de un acreedor. De manera particular, al acreedor
le interesa poder determinar si un potencial deudor podra honrar su compromiso de deuda
y no incurrir en default. Saber cudles son las caracteristicas que inciden en un potencial
default permite tomar decisiones inteligentes basadas en la data disponible sobre el deudor.
Esto permite otorgar créditos o accionar sobre créditos ya otorgados. Tradicionalmente, las
instituciones que otorgan créditos han utilizado modelos estadisticos y ratios financieros para
evaluar el riesgo de crédito. Estos modelos son altamente interpretables y por consecuencia
aptos para un mercado altamente regulado. Al contraste, historicamente los modelos de
aprendizaje automatizado (Machine Learning; ML por sus siglas en inglés) tienen la limitante
que, aunque son superiores en poder predictivo, por su naturaleza son dificiles de interpretar.
Sin embargo, las areas de ML han generado técnicas, como la biblioteca SHApley Additive
exPlanations (SHAP), que ahora se utilizan para identificar y analizar los factores de riesgo
con mayor precision. Esto permite tener lo mejor de ambos mundos, alto nivel predictivo e

interpretabildad de las decisiones que toma el modelo.

Los valores SHAP tienen su origen en la teorfa de juegos cooperativos (Bussmann,
Giudici, y Papenbrock, 2019) y se utilizan para aumentar la transparencia y la interpreta-
bilidad de los modelos de aprendizaje automatico. El algoritmo SHAP ayuda a explicar el
resultado de los modelos de aprendizaje automatico mediante la asignacién de puntuacio-
nes de importancia a cada caracteristica o factor de riesgo. Estos puntajes indican cudnto
contribuye cada caracteristica al resultado de la prediccion de default, lo que permite a los
prestamistas identificar y priorizar los factores més importantes que afectan el riesgo credi-

ticio.

Es importante tener presente que predecir default es una tarea muy compleja. El
modelo a utilizar y la interpretaciéon de los detalles son secundarios a la seleccion de las
variables independientes que se utilizan para predecir. Segtin (“FICO”, 2023), algunas de las
variables més importantes que se utilizan actualmente en la industria para predecir default

son las siguientes :



= (alificacion crediticia del deudor

» Relacién deuda-ingreso (DTI, por sus siglas en inglés)
» Relacién préstamo-valor (LTV, por sus siglas en inglés)
» Historial de empleo

= Historial de pago

= Antigiiedad del historial crediticio

= Tipo de crédito

= Movimientos en cuentas bancarias

= Ahorros y certificados

Estas variables son fundamentales en la prediccion de incumplimientos financieros.
La calificacién crediticia del deudor sirve como indicador principal de la capacidad de pa-
go y solvencia. La relacién deuda-ingreso (DTI) y la relacién préstamo-valor (LTV) ofrecen
perspectivas cruciales sobre la salud financiera del prestatario, evaluando la proporcién entre
sus deudas y ingresos, asi como el valor del préstamo en relacién con el valor del activo res-
paldado. El historial de empleo y de pago proporciona insights sobre la estabilidad laboral
y la responsabilidad financiera del individuo. La antigiiedad del historial crediticio y el tipo
de crédito ofrecen una visiéon de la experiencia financiera y del comportamiento crediticio
pasado. Ademds, examinar los movimientos en cuentas bancarias y la gestion de ahorros y
certificados brinda informacion adicional sobre la gestion financiera. En conjunto, estas va-
riables crean un perfil holistico que permite a las instituciones financieras evaluar de manera

mas precisa el riesgo crediticio y prever la probabilidad de incumplimiento.

En este contexto, esta investigacion tiene como objetivo identificar los factores de-
terminantes de riesgo de un deudor mediante el algoritmo de SHAP. Estos factores son
clave para la prediccion de default. Los factores o variables se ordenan de mayor a menor

importancia y se cuantifica su impacto en la probabilidad de default que se predice.



2. Revision de literatura

Un ejemplo de una investigacion que usa algoritmos de aprendizaje automatico en
el desarrollo de modelos de riesgo de crédito es (Khandani, Kim, y Lo, 2010). Los autores
comparan varios algoritmos de aprendizaje automatico, incluida la regresion logistica, los
arboles de decision, las redes neuronales y las maquinas de vectores de soporte, con los
modelos tradicionales de calificacién crediticia, como la calificacién FICO. Descubrieron que
los algoritmos de aprendizaje automatico superaron a los modelos tradicionales de calificacion
crediticia en términos de precision predictiva. Sin embargo, también notaron que los modelos
de aprendizaje automatico pueden ser mas complejos y dificiles de interpretar, lo que puede
ser un desafio para los reguladores y prestamistas que buscan comprender los factores que

impulsan las decisiones crediticias. Esto podria haberse resuelto utilizando Shapley values.

En un estudio reciente realizado por (Schmitt, 2022), se compararon diversos modelos
de redes neuronales con modelos de ensamblaje de arboles. Los resultados indicaron que, en
el contexto del estudio, los modelos de ensamblaje de arboles obtuvieron mejores resultados
que los modelos de redes neuronales, aunque también explican que esto puede ser debido
a la limitante cantidad de datos que utilizaron y que con una base mas amplia tal vez los

resultados sean opuestos.

El documento de trabajo (Alonso y Carbo, 2021) desarrollado por el Banco de Espana
extiende la muestra y también verifica que el algoritmo con mejor rendimiento fue de nuevo
el zgboost. Su investigacion también demuestra que utilizar modelos de default puede ahorrar

a las entidades entre 12.4 % y 17 % en requerimientos de capital regulatorio.

En el contexto dominicano, (Bournigal y Garcia, 2022) verifica que los modelos de
arboles dan mejores resultados, especificamente el de zgboost, por lo cual para esta investi-
gacion se trabajé con una version de este que maneja las variables categéricas de manera
nativa. También se abordan de manera introductoria los valores SHAP, los cuales componen

el mayor enfoque de esta investigacion.

En (Bussmann y cols., 2019), el autor analiza la importancia de la facilidad de expli-
cacion en la gestion del riesgo de crédito y como se pueden utilizar las técnicas de aprendizaje
automatico para mejorar la transparencia y la interpretabilidad de los modelos de riesgo de
crédito. El autor presenta un marco para el aprendizaje automatico explicable, que incluye

cuatro componentes principales: ingenieria de funciones, seleccion de modelos, explicacién
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de modelos y validaciéon de modelos. El documento analiza como se puede implementar cada
uno de estos componentes en el contexto de la gestién del riesgo crediticio y proporciona
ejemplos de diferentes técnicas y herramientas que se pueden utilizar, siendo los valores
SHAP de particular interés para este trabajo. El documento también destaca algunos de los
desafios y limitaciones del aprendizaje automatico explicable en la gestion del riesgo crediti-
cio, incluida la compensacion entre precision e interpretabilidad, la necesidad de experiencia

en el dominio y el potencial de sesgos y discriminacion en los datos.

La gestion de riesgo de crédito implica la consideracién de multiples variables cruciales
que se pueden dividir en cinco categorias fundamentales. Estas categorias comprenden varia-
bles de bur6 de crédito, variables de transaccién, variables de gastos, variables de depdsito
y variables del deudor (Khandani y cols., 2010).

» Variables del Bur6 de Crédito: Esta categoria abarca aspectos relacionados con el
historial crediticio del deudor y es esencial para evaluar su capacidad de pago y com-
portamiento financiero. Algunas de las variables clave incluyen la cantidad de lineas
de crédito abiertas, el saldo total de la deuda, el nimero de créditos en atraso y otros
indicadores similares. Estas variables proporcionan informaciéon valiosa sobre como el

deudor ha gestionado previamente sus compromisos crediticios.

» Variables de Transaccion: Estas variables se centran en el flujo de efectivo del deudor
y proporcionan una visién de sus ingresos y gastos a lo largo del tiempo. Esto incluye
el andlisis de movimientos en cuentas bancarias y otras transacciones financieras que

reflejan la capacidad del deudor para generar ingresos y gestionar sus finanzas.

= Variables de Gastos: La categoria de gastos examina las obligaciones financieras y
los gastos regulares del deudor, como vivienda, servicios publicos, transporte y otros
gastos relacionados. Evaluar estas variables es esencial para determinar la capacidad
del deudor para hacer frente a nuevos compromisos crediticios en funciéon de su carga

financiera existente.

= Variables de Deposito: Estas variables se relacionan con los activos liquidos y otras
inversiones que el deudor posee en cuentas de ahorro, cuentas corrientes, certificados
de deposito y otras formas de inversion. Estos activos pueden servir como colaterales en
caso de incumplimiento, lo que es vital para calcular la exposiciéon al riesgo en tiempos

dificiles.
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= Variables del Deudor: Esta categoria se enfoca en las caracteristicas personales y finan-

cieras especificas del deudor, como su historial laboral, ingresos estables, nivel educativo

y otras cualidades que pueden influir en su capacidad para cumplir con las obligaciones

crediticias.

En conjunto, estas cinco categorias de variables proporcionan una evaluacion integral

del riesgo de crédito y permiten a las instituciones financieras tomar decisiones informadas

sobre la concesion de crédito. Es importante recordar que el analisis de riesgo de crédito es

dindmico y requiere una revision constante para adaptarse a las cambiantes circunstancias

financieras de los deudores.

En este estudio, se cuenta Unicamente con acceso a un conjunto limitado de varia-

bles relacionadas con el buré de crédito y el deudor, por ejemplo el historial de empleo y

antigiiedad del historial crediticio. Es importante tener en cuenta que algunas variables no

se incluirdn en la investigacién (por ejemplo, ninguna variable de transaccién, de gasto o

depésitos), lo que podria tener un impacto en el desempeno del modelo. En la Tabla 1

podemos ver un comparativo entre otras investigaciones de ML y apreciar la diferencia en

su poder predictivo.

Tabla 1: Variables Utilizada

Fuente Modelo

AUC ROC Score

Vincenzo Moscato, 2021) Random Forest
Khandani y cols., 2010) CART
Kruppa, Schwarz, Arminger, y Ziegler, 2013) Random Forest
Moscatelli, Parlapiano, Narizzano, y Viggiano, 2020) Random Forest
Moscatelli y cols., 2020) Gradient Boosted Trees
Random Forest

Bao y cols., 2019) Gradient Boosted Trees

Bussmann y cols., 2019)
Alonso y Carbo, 2021)
Alonso y Carbo, 2021)
Schmitt, 2022)

Schmitt, 2022)

(
(
(
(
(
(Bao, Lianju, y Yue, 2019)
(
(
(
(
(
(

Xgboost

Random Forest
Xgboost

Gradient Boosted Trees

Deep Learning

71.70 %
89.50 %
95.90 %
75.70 %
75.40 %
93.60 %
92.70 %
93.00 %
82.60 %
83.70 %
88.85%
94.00 %




3. Datos y pre-procesamiento

La data utilizada para esta investigacion proviene de la Central de Riesgos de la
Superintendencia de Bancos de la Reptblica Dominicana (SB). Esta informacién se obtiene
de manera mensual de todas las entidades de intermediacion financiera reguladas por la SB

a nivel de crédito individual.
3.1 Naturaleza de la data

La estructura de la data disponible se encuentra descrita en el Manual de Requeri-
mientos de Informacién (MRI) 2021. Este documento contiene la informacién de todos los
reportes que deben remitir las entidades de intermediacién financiera a la Superintendencia

de Bancos. Los reportes relevantes para la presente investigacion son los siguientes:

= DEI11 - Deudores comerciales de la entidad por entidad.

» DE21 - Detalle de créditos comerciales por deudor / cuentas contables.
= DE13 - Créditos de consumo de la entidad por deudor.

» DE23 - Detalle de créditos de consumo por deudor / cuentas contables.
= DE14 - Tarjetas de créditos personales.

= DE24 - Detalle de tarjetas de créditos.

= DE15 - Deudores hipotecarios de la entidad.

» DE25 - Detalle de créditos hipotecarios por deudor / cuentas contables.

Adicional a la Central de Riesgos se utilizan variables de la Tesoreria de la Seguridad
Social de la Reptblica Dominicana (TSS), de la cual tenemos acceso a la escala salarial en el
que se encuentra un deudor y la actividad econémica a la cual pertenece. De estos reportes

se obtienen todas las variables utilizadas en el andlisis, las cuales se detallan en la Tabla 2.

Se obtienen todos los deudores tinicos y el objetivo es predecir si el deudor se encuentra
en default dentro de los préximos 12 meses. En el actual Reglamento de Evaluacion de Activos

(REA) no existe una definicion de cudndo un deudor se encuentra en default. Por lo tanto,
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como decision del investigador para los fines de este ejercicio, se procede a definir default de

la siguiente forma.

Un deudor entrara en default al cumplir, por lo menos, con una de las siguientes

condiciones:

= Que el deudor exceda en uno de sus créditos los 90 dias de atraso.

= Que el deudor entre a condicién de reestructurado o reestructurado temporal, segiin

lo define el REA.

3.2 Variables del Modelo

La Tabla 2 describe las variables que se identificaron como las més significativas para
predecir default. Estas variables tienen como objetivo capturar la progresion en el deterioro
de un préstamo. Por ejemplo, la variable atraso__max_ultimo__ano__tc mide si de las tarjetas
de crédito de un deudor, alguna muestra indicios de dificultad de pago en el ultimo afo.
De manera similar, la variable atraso_tarjeta ayuda a identificar si un deudor presenta
dificultad en alguna de sus tarjetas al momento de la evaluacion. La variable vejez deudor

busca evaluar la madurez del deudor.

En la Tabla 2 se especifica la unidad de medida de las variables. Es relevante men-
cionar que mas adelante en el analisis, el investigador optd por discretizar estas variables
en intervalos especificos seleccionados por el algoritmo catboost. Esta elecciéon fue realizada
con el proposito de mejorar la comprension de los valores SHAP asociados a cada una de las

variables.



Tabla 2: Variables Utilizadas

Nombre Definicion Qué Mide? Unidad
utilizacion_tc Es el ratio entre la deuda y el limite de la tarjeta Deterioro debido a la sobre utilizacion de tarjeta Porciento
atraso_max_ultimo_ano_tc Dias de atraso maximo del deudor en tarjetas de crédito en el dltimo aio  Deterioro debido a incapacidad de pago Dia
vejez_deudor Es el tiempo transcurrido desde el desembolso del crédito activo més viejo ~ Madurez del deudor con facilidades crediticias Meses
consumo_mes_ tc Consumo total del deudor en tarjetas de crédito Gastos del deudor Meses
meses_ultimo_desembolso Tiempo desde el tltimo desembolso Deterioro debido a la utilizacion de nuevos créditos Meses
entidad La entidad del deudor (si tiene mds de una se le asigna Entidad Multiple)  Deterioro debido a la entidad Meses
atraso_consumo Dias de atraso maximo del deudor en crédito de consumo Deterioro debido a incapacidad de pago Dia
atraso_tarjeta Dias de atraso maximo del deudor en tarjetas de crédito Deterioro debido a incapacidad de pago Dia
genero Género Riesgo asociado al género Categoria
atraso_max_ultimo_ano_consumo  Dias de atraso maximo del deudor en crédito de consumo en el tltimo afio  Deterioro debido a incapacidad de pago Dia
actividad Es la actividad econémica segiin reportado en la TSS Riesgo asociado a la actividad econémica Categoria
Ingreso Es el nivel de ingresos del deudor segiin la escala reportada por la TSS Nivel econémico del deudor Pesos
entidad_se_finanza Cantidad de entidades donde el deudor se financia con tarjetas Deterioro debido a la utilizacion de nuevos créditos Cantidad
deuda_tc La deuda del deudor en tarjeta de crédito Deterioro debido a la utilizacion de tarjeta Pesos
limite_tc El limite del deudor en tarjeta de crédito Riesgo asociado a la capacidad de pago Pesos
atraso_comercial Dias de atraso méximo del deudor en crédito comercial Deterioro debido a incapacidad de pago Dia
meses_reportado_ tss Cantidad de meses el deudor fue reportado en TSS en el dltimo afio Estabilidad lahoral Cantidad
atraso max_ultimo ano comercial  Dias de atraso maximo del deudor en crédito comercial en el tltimo afio Deterioro debido a incapacidad de pago Dia
atraso_max_ultimo ano_lineas Dias de atraso méximo del deudor en lineas en el dltimo afio Deterioro debido a incapacidad de pago Dia
deuda_lineas La deuda del deudor en lineas Deterioro debido a la utilizacion de lineas Pesos
tarjetas_desembolsada_ultimo_ano  Cantidad de tarjetas de crédito adquiridas en el iltimo afio Deterioro debido a la utilizacion de nuevos créditos Cantidad
cuota_comercial Total de cuotas del deudor dirigidas a créditos comerciales Riesgo asociado a una alta cuota Pesos
atraso_lineas Dias de atraso maximo del deudor en lineas Deterioro debido a incapacidad de pago Dia
creditos_desembolsada_ultimo_ano  Cantidad de desembolso de créditos en el fltimo afio (excluye TC) Deterioro debido a la utilizacién de nuevos créditos ~ Cantidad
cuota_consumo Total de cuotas del deudor dirigidas a créditos de consumo Riesgo asociado a una alta cuota Pesos
atraso_vehiculo Dias de atraso maximo del deudor en créditos de vehiculo Deterioro debido a incapacidad de pago Dia
atraso_max_ultimo_ano_hipotecario Dias de atraso méximo del deudor en créditos hipotecario en el ltimo afio  Deterioro debido a incapacidad de pago Dia
atraso_hipotecario Dias de atraso maximo del deudor en créditos hipotecarios Deterioro debido a incapacidad de pago Dia
utilizacion_max_ultimo_ano Es el ratio entre la deuda y el limite de la tarjeta en el dltimo afio Deterioro debido a la sobre utilizacion de deuda Porciento
cantidad_entidad Cantidad de entidades a las que pertenece el deudor Riesgo asociado a tener créditos en multiples entidades Cantidad
utilizacion_lineas Es el ratio entre la deuda y el limite de linea Deterioro debido a la sobre utilizacion de deuda Porciento
desembolso_ consumo El desembolso total del deudor en créditos de consumo Riesgo asociado a un alto desembolso Pesos
tipo_cliente Es el tipo de persona segtin la Tabla 94.0 “Tipo de Cliente” del MRI Riesgo asociado al tipo de persona Categoria
desembolso comercial El desembolso total del deudor en créditos comerciales Riesgo asociado a un alto desembolso Pesos
atraso_max_ultimo_ano_ hipotecario Dias de atraso maximo del deudor en créditos hipotecarios en el wltimo afio  Deterioro debido a incapacidad de pago Dia
cuota_extra Las cuotas extras que no se pagan mensualmente Riesgo asociado a cuota extra Pesos
carga_maxima El ratio entre total de cuotas entre ingresos Riesgo asociado a carga alta Porciento
ingreso_anual Son los ingresos anuales del deudor segtn reportado en la TSS Nivel econémico del deudor Pesos
deuda_comercial La deuda del deudor en créditos comerciales Riesgo asociado a alta deuda en comercial Pesos
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4. Métodos y teoria

Nuestra meta en esta investigacion es identificar cudles son las variables que impactan
la probabilidad de caer en default y comprender la importancia relativa de las variables en

su incidencia sobre la probabilidad de default.
4.1 Un resumen de Catboost

Catboost es un algoritmo de machine learning perteneciente a la categoria de boos-
ting. El boosting es una técnica que combina multiples modelos débiles, obteniendo un modelo
fuerte. Un modelo débil es aquel que tiene un desempeno apenas mejor que una prediccion
aleatoria. Con el boosting, se busca mejorar el rendimiento de los modelos débiles al com-
binarlos de manera inteligente. Con el tiempo, se han desarrollado diferentes algoritmos de

boosting.

Uno de los primeros algoritmos de boosting fue AdaBoost, introducido en 1995 por
(Freund y Schapire, 1995). Este método entrena iterativamente modelos débiles, por ejem-
plo, arboles de decision de un solo nodo, y les da mas peso a los ejemplos que fueron mal
clasificados en cada iteracién. El modelo final es una combinaciéon ponderada de los mode-
los débiles, donde el peso de cada modelo es proporcional a su desempeno en los datos de

entrenamiento.

Otro algoritmo de boosting es Gradient Boosting, presentado por (Friedman, 2001).
Este método ajusta iterativamente arboles de decision a los errores residuales del arbol

anterior. El modelo final es una suma de los arboles individuales.

En 2014, se presenté Extreme Gradient Boosting (zgboost) por (Chen y Guestrin,
2016), que es una variante de Gradient Boosting que utiliza modelos de arboles regularizados
y una implementacion méas eficiente. Xgboost es conocido por su escalabilidad y ha sido

utilizado en muchas aplicaciones, incluyendo a los ganadores en varios concursos de Kaggle.

Catboost, presentado por investigadores de Yandex (Prokhorenkova, Gusev, Vorobev,
Dorogush, y Gulin, 2018), es una mejora de zgboost en el manejo de variables categoricas
como el boosting ordenado, que utiliza un orden en las categorias para entrenar arboles de
decisién, y la regularizacién dinamica, que evita el sobre-ajuste al modificar los parametros

de regularizacion durante el entrenamiento.

11
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Para el modelo utilizamos catboost, debido a que este maneja las variables categéricas

automaticamente y también valores faltantes, evitando el sobre-ajuste o overfitting.
4.2 Un resumen de SHAP Values

Para explicar el modelo e identificar las variables con mayor incidencia en la pre-
diccién del default, utilizaremos Shapley Additive Explanations (SHAP, por sus siglas en
inglés). Es un método para explicar el resultado de cualquier modelo de aprendizaje automa-
tico. El objetivo de SHAP es proporcionar explicaciones interpretables para las predicciones

individuales realizadas por un modelo.

El marco SHAP se basa en la teoria de juegos, especificamente el valor de Shapley,
que es un concepto utilizado para asignar pagos entre los jugadores en un juego cooperativo.
En el contexto del aprendizaje automatico, los jugadores son las caracteristicas de entrada

y el pago es la prediccion del modelo.

Para calcular los valores SHAP para una prediccién dada, el algoritmo SHAP consi-
dera todos los subconjuntos posibles de caracteristicas de entrada y calcula la contribucién
de cada caracteristica a la prediccion del modelo. Esta contribucion se calcula comparando la
predicciéon del modelo con y sin la caracteristica incluida, y tomando la diferencia promedio

de todos los subconjuntos de caracteristicas posibles.

Los valores SHAP resultantes representan la contribucién de cada caracteristica a
la prediccion para una instancia especifica. Estos valores se pueden usar para clasificar la
importancia de cada caracteristica para una prediccién dada, asi como para explicar por qué

el modelo hizo una prediccion particular para una instancia especifica.

Los valores SHAP se pueden visualizar utilizando varios tipos de gréaficos, como gra-
ficos de barras o graficos de dispersion. Estos graficos permiten a los usuarios interpretar
facilmente las contribuciones de cada caracteristica a una predicciéon y comprender coémo

llegd el modelo a su decision.
4.3 Procesamiento en el modelo de machine learning

El proceso de preparacién de datos implica limpiar, preprocesar y transformar la da-
ta en un formato que el algoritmo pueda utilizar. En nuestro caso, hemos discretizado las

variables numéricas en intervalos para mejorar la interpretacién de los valores SHAP y para

12



.SB

reducir la probabilidad de tener un modelo sobreajustado. En la seccién de datos y procesa-

miento profundizaremos en las variables disponibles, seleccionadas y como se transformaron.

La informacion se recopila de manera anual, con un punto de corte en diciembre.
Algunas de las variables se calculan utilizando datos desde enero del mismo ano, y el ob-
jetivo es prever si el deudor entrara en incumplimiento durante el ano siguiente. La data
utilizada abarca de enero del 2015 hasta diciembre del 2022. Cabe destacar que cuando en
este documento se menciona, por ejemplo, el analisis del 2016, se refiere a que se intenta
predecir si los créditos activos a diciembre 2016 entraron en default en algin momento del

2017, utilizando la data del 2016 para calcular las variables independientes.

El préximo paso consiste en segmentar los datos en conjuntos de entrenamiento (train)
y prueba (test). El conjunto de entrenamiento se emplea para el proceso de formacién del
modelo, que incluye la evaluacion mediante validacién cruzada k-fold y la optimizacion de
hiperparametros. Por otro lado, el conjunto de pruebas se reserva para medir el rendimiento

real del modelo.

En la presente investigacion hemos considerado 3 variantes del modelo, segin la seg-
mentacién de los datos. En el primer caso, al cual haremos referencia como la Variante 1,
tomamos la data de todos los anos disponibles (2015 a 2022) y subdividimos esta en 70 %
para el conjunto de entrenamiento y 30 % para el conjunto de prueba. En el segundo caso,
con el objetivo de evaluar el cambio de relevancia en el tiempo de las caracteristicas del deu-
dor sobre su posible default, tomamos la data en segmentos bianuales, lo minimo requerido
para un andlisis (por ejemplo, construimos un modelo para el periodo 2015-2016, donde se
utilizan las caracteristicas del 2015 para observar si el deudor cae en incumplimiento en el
2016; 70 % de cada conjunto de datos bianuales se utiliza para entrenar y el restante 30 % se
utiliza para probar). A este se le denomina Variante 2. El tltimo caso, al cual nos referimos
como Variante 3, consiste en entrenar un modelo con la totalidad de los datos abarcando
el periodo 2015-2021, para luego probar con los datos del periodo 2021-2022 (caracteristicas
de entrada al modelo del 2021 para evaluar el default durante el 2022).

4.4 Optimizacion de hiperparametros

Los modelos de machine learning tienen hiperparametros que se pueden ajustar para
mejorar su rendimiento. Ajustar estos hiperparametros implica probar diferentes valores y

seleccionar el mejor conjunto de hiperparametros que maximicen el puntaje F1 del modelo
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bajo evaluacion.
4.5 Validacion cruzada k-fold

La validacién cruzada k-fold es una técnica utilizada para evaluar el rendimiento de
un modelo de aprendizaje automatico. Implica dividir los datos en £ subconjuntos o pliegues,
y luego entrenar el modelo K veces, cada vez usando un pliegue diferente para evaluar y los
pliegues restantes para entrenar. Luego, se promedian los resultados de cada ejecucién para

obtener una estimacién més precisa del rendimiento del modelo.
4.6 Meétricas de evaluacion

Después de entrenar el modelo, evaluamos su rendimiento utilizando métricas como
la curva AUC-ROC y F1 Score. Al modelo realizar una prediccion donde el objetivo tiene
dos posibles estados (en nuestro caso default y no default), el resultado serd una de cuatro
condiciones posibles: Verdaderos Positivos (True Positives, TP), Falsos Positivos (False Po-
sitives, FP), Falsos Negativos (False Negatives, FN), Verdaderos Negativos ( True Negatives,

TN). Teniendo estas posibilidades en cuenta, se pueden computar las siguientes estadisticas:

s TP
n Precision: TPiFP

» Exhaustividad (Recall): TPZ%

En base a estas se calculan las siguientes medidas que seran las utilizadas para com-

parar los diferentes modelos:

2 precision Xrecall

" Fl score: precision—+recall

» Receiver Operating Characteristic (ROC) area under the curve (AUC): Se grafica el
recall contra el false positive rate, que es el ratio de observaciones negativas que se clasi-
fican como positivas incorrectamente. A partir de esta grafica se calcula el area debajo
de la curva. Mientras mas cerca se encuentre esta area de 1, mayor valor predictivo

ofrece el modelo.
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5. Resultados

En esta seccion, discutiremos los resultados de nuestra investigacion. En primer lugar,
examinaremos brevemente el poder predictivo del modelo, aunque este no es el enfoque
principal del articulo. Nuestro principal objetivo es utilizar los valores SHAP para explorar las
interacciones entre cada variable y obtener informacién sobre las variables mas importantes

y su impacto en el incumplimiento.

Para comenzar, examinamos la curva AUC-ROC, como se muestra en la Figura 1,
donde la linea punteada representa un modelo dummy y la linea azul representa nuestra
curva ROC. El drea bajo la curva ROC es del 86 %, que es alta pero no perfecta, ya que el
100 % es el limite tedrico. En el comparativo de la Tabla 1 se observa que los resultados se

encuentran dentro del promedio.

Figura 1. AUC ROC

Receiver Operating Characteristic (ROC) Curve

—— ROC Curve (AUC = 0.86)

True Paositive Rate

0 0.2 0.4 0.6 0.8 1

False Positive Rate

En la Tabla 3 se presenta la matriz de confusién para el modelo de la Variante 1. De
la misma se puede calcular un puntaje F1 de 50 %. Es importante destacar que no existe un
valor de referencia para determinar qué es un buen puntaje F1. Sin embargo, segin précticas
comunes de la industria y los principios de evaluaciéon de modelos, un rango que se considera
razonable para un buen modelo es entre 60 % y 80 %, y mayor de 80 % se considera bueno.
Un valor de 50 % se encuentra relativamente bajo en comparacion a esto. Sin embargo, esta
situacion era esperada, debido a la limitacion de contar tinicamente con escasas variables
relacionadas con el burd de crédito y la identificaciéon del deudor. Es importante senalar

que faltan variables significativas relacionadas con transacciones, gastos y depdsitos, como
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se mencioné en la Seccién 2. Ademads, se debe tomar en cuenta que hemos tomado medidas

para mejorar la interpretabilidad del modelo que afectan el poder predictivo.
Tabla 3: Evaluacién de Variante 1

Valor Real
No Default | Default Total
No Default | 2,416,745 | 171,837 | 2,588,582
Default 215,218 | 196,106 | 411,324
Total 2,631,963 367,943 2,999,906

Prediccion

Para la Variante 3, la cual utiliza el periodo 2021-2022 como nuestro conjunto de
prueba, observamos en la Tabla 4 que el poder predictivo disminuye de manera notable, con
el puntaje F1 reduciéndose a 44 %. Esta disminucién se debe a una ola de reestructuraciones
que ocurri6 durante este periodo, en respuesta a la crisis provocada por la pandemia de

COVID-19.

Tabla 4: Evaluacién de Variante 3

Valor Real
No Default | Default Total
No Default | 1,519,314 | 60,976 | 1,580,290
Default 97,768 62,217 | 159,985
Total 1,617,082 123,193 1,740,275

Prediccion

Para continuar analizando la variacion en el poder predictivo a lo largo de los anos, se
evalud la capacidad del modelo descrito como Variante 2. Los resultados de estos modelos

con datos bianuales se presentan en la Tabla 5. En esta tabla, se destaca que el ano con la

Tabla 5: Evaluacion de Variante 2

Ano Roc score F1 score

2015 86 % 54 %
2016 87 % 56 %
2017 87% 52%
2018 86 % 50 %
2019 87% 57%
2020 86 % 49 %
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mejor capacidad de prediccion fue 2019 con puntaje F1 de 57 %, mientras que el ano con la
capacidad de prediccién més baja fue 2020 con F1 de 49 %, donde ya se empezaron a percibir
los efectos de la pandemia de COVID-19.

Antes de profundizar en algunos graficos que en principio muestran agregaciones de
valores SHAP, creemos importante explicar claramente qué representa exactamente el valor
SHAP. Para ilustrar esto, proporcionaremos un ejemplo a nivel de deudor. Especificamente,
examinaremos cuatro casos que representan los cuatro resultados posibles al predecir default:
verdadero positivo en la Figura 2 (cuando predecimos correctamente default), verdadero
negativo en la Figura 3 (cuando predecimos correctamente el no default), falso positivo en
la Figura 4 (cuando predecimos incorrectamente default) y falso negativo en la Figura 5

(cuando predecimos incorrectamente la condicién de no default).

Podemos observar en la Figura 2 que existe un valor base, que en nuestro caso es
-2.498. A cada variable se le asigna un peso que puede mover este valor base, ya sea hacia
el lado negativo (que indica que no hay incumplimiento) o hacia el lado positivo (que indica
que hay incumplimiento). Cuando el valor base llega a 0, el modelo predice incumplimiento,

y si permanece negativo, el modelo predice no incumplimiento.

Figura 2. Ejemplo Verdadero Positivo

atraso_tarjeta
atraso_lineas
utilizacion_tc

atraso_max_ultimo_ano_tc

atraso_max_ultimo_ano_lineas - +0.34
atraso_comercial ' +0.23
vejez_deudor_entidad -0.19 .
tarjetas_desembolsada_ultimo_ano . +0.15
meses_ultimo_desembolso ' +0.13
32 other features
L = -1 0 1 2
ElfiX)]

Como se puede apreciar en la Figura 2, la variable atraso_ tarjeta actualmente pre-
senta una morosidad que se encuentra entre los 30 y 80 dias, lo que contribuye con un valor

de +0.79 al valor base. En conjunto con las demas variables, el valor total resulta en 1.582,
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el cual es positivo. Por consiguiente, de acuerdo con el modelo, se predice la condicién de
incumplimiento para este deudor, y este prondstico coincide con el resultado observado en

la realidad.

Figura 3. Ejemplo Verdadero Negativo
fix)

vejez_deudor_entidad -033

consumo_mes_tc
utilizacion_tc

atraso_max_ultimo_ano_tc
meses_ultimo_desembolso -0.18 -

11 £ = limite_tc -0.14 .

entidad_se_finanza -0.11 .

entidad . +0.09
atraso_tarjeta -0.09 .
32 other features =0.51
45 —40 35 30 25

E[fiX)]

En la Figura 3, se observa que el deudor cumple con las siguientes condiciones: tiene
mas de 168 meses como deudor, su consumo__mes__tc se encuentra entre 20,000 y 50,000, su
tasa de utilizacién de tarjeta de crédito (utilizacion_ tc) se encuentra en el rango de 0 a 0.1,
lo cual implica una utilizacion menor al 10 %, y no tiene ningin atraso en el ultimo ano en
tarjetas de crédito. El modelo realiza una prediccién de no incumplimiento en este caso, lo

cual coincide con el resultado real.
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Figura 4. Ejemplo Falso Positivo

utilizacion_tc +0.6
vejez_deudor_entidad +0.3
atraso_max_ultimo_ano_tc . +0.23
meses_ultimo_desembolso . +0.23
atraso_max_ultimo_ano_comercial ' +0.17
entidad_se_finanza ' +0.15
tarjetas_desembolsada_ultimo_ano ' +0.12

cuota_tc ' +0.12

consumo_mes_tc -0.12 .

32 other features

-25 -2.0 -15 -1.0 -0.5 0.0
E[fiX)]

En la Figura 4 se presenta un ejemplo en el que un crédito cumple con las siguientes
condiciones: tiene una tasa de utilizacion de tarjeta de crédito (utilizacion tc) en el rango
de 0.8 a 0.9, una antigiiedad de 9 a 12 meses y ha experimentado dias de atraso en sus
productos de tarjetas y créditos de consumo. Sin embargo, el valor Shap termina en 0.008, lo
que implica que el modelo predice incumplimiento. No obstante, en la realidad, el resultado

fue diferente, ya que el cliente no incurrié en incumplimiento.

Este escenario ejemplifica una situacion en la que el modelo tenia todas las condicio-
nes tipicas de incumplimiento, pero factores externos o inesperados llevaron a un resultado
distinto en la vida real. Esto destaca la importancia de considerar no solo los datos histéricos
y las variables del modelo, sino también variables de cuentas de ahorros y las circunstan-
cias individuales y los eventos imprevistos que pueden influir en el comportamiento de los

deudores.

En la Figura 5, se presenta un ejemplo de un falso negativo en el que las variables
indican que el deudor tiene caracteristicas que normalmente apuntarian al no incumplimien-
to. Estas caracteristicas incluyen una alta madurez crediticia del deudor, un alto consumo y
la ausencia de cualquier tipo de atraso en los pagos. Sin embargo, a pesar de estas senales

positivas, el deudor efectivamente termina incurriendo en incumplimiento.
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Figura 5. Ejemplo Falso Negativo

fix)

vejez_deudor_entidad -0.33
consumo_mes_tc m
atraso_max_ultimo_ano_tc -0.17
utilizacion_tc
meses_ultimo_desembolso
actividad 0.14 .
entidad_se_finanza —0.11 .

deuda_lineas ' 4011
entidad ' +0.1

32 other features —0.69

42 -40 -38 -36 -34 -32 -30 -28 -26
E[AX)]

Este ejemplo ilustra una situacion en la que el modelo no logré predecir correctamente
el incumplimiento debido a circunstancias excepcionales o factores imprevistos que llevaron
al resultado contrario de lo que se esperaba. Esto subraya la importancia de reconocer que,
aunque los modelos de riesgo de crédito son herramientas valiosas, no son infalibles y deben
considerarse junto con otros factores y analisis adicionales para una toma de decisiones mas

precisa.

Ahora, exploremos la importancia de cada variable. En el contexto del analisis, dos
graficos resultan particularmente relevantes. En primer lugar, la Figura 6 muestra la media
absoluta del valor SHAP, proporcionando una estimacion de la importancia de cada variable
al indicar cuanto afecta, en promedio, la prediccion de incumplimiento o no incumplimiento.
La Figura 8 revela que la variable utilizacion tc es la mas significativa en términos de

influencia en la prediccion.

La Figura 9 resalta que, en el rango de 0.4 a 0.5 de utilizacién de tarjeta de crédito,
en lugar de reducir la probabilidad de caer en incumplimiento, esta variable la incrementa.
Es evidente que, a medida que aumenta la utilizacion_tc, también aumenta la probabilidad
de entrar en incumplimiento. Este hallazgo confirma lo que ya se ha documentado en la

literatura.

La segunda variable mas importante, segin la media absoluta del valor SHAP, es

atraso_max_ultimo ano_tc. Esta importancia es coherente, ya que la presencia de atrasos
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en el pasado sugiere una mayor probabilidad de que contintien en el futuro. La Figura 10
proporciona una visualizacion de esta relacién, mostrando que tener dias de atraso incrementa
la probabilidad de entrar en incumplimiento. Sin embargo, se observa que, a partir de 31

dias de atraso, el efecto marginal en la probabilidad de incumplimiento es minimo.

La Figura 7 utiliza el valor maximo en lugar del promedio, lo que permite identificar
casos en los que una variable puede no tener un poder predictivo alto en general, pero si
tener un valor especifico que resulte significativo. En el caso de atraso_lineas, esta variable
no proporciona mucha informacién cuando su valor es 0, ya que la mayoria de la poblacién
cae en esta categoria. Por lo tanto, en promedio, el valor resultante es bajo. Sin embargo,
cuando la variable presenta algin dia de atraso, su influencia en la predicciéon se vuelve

significativa.

Esta observacién resalta la importancia de considerar no solo los promedios, sino
también los valores especificos de las variables en el analisis de riesgo de crédito, ya que

ciertos valores pueden tener un impacto desproporcionadamente alto en la prediccién.

Las figuras Figura 6 y Figura 7 muestran el orden de importancia bajo las dos

medidas.
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utilizacion_tc
atraso_max_ultimo_ano_tc
vejez_deudor_entidad
consumo_mes_tc
meses_ultimo_desembolso
entidad

atraso_consumo

atraso_tarjeta

genero
atraso_max_ultimo_ano_consumo
actividad

ingreso

entidad_se_finanza

deuda tc

limite tc

atraso_comercial
meses_reportado_tss
atraso_max_ultimo ano comercial
atraso max_ultimo _ano lineas
deuda_lineas
tarjetas_desembolsada_ultimo_ano
cuota comercial

atraso lineas
creditos_desembolsada_ultimo_ano
cuota tc

provincia

cuota consumo

atraso vehiculo
atraso_max_ultimo _ano hipotecario
atraso hipotecario
utilizacion_max_ultimo_ano
cantidad_entidad

utilizacion_liniea

desembolso consumo

tipo cliente
desembolso_comercial
atraso_max_ultimo ano vehiculo
cuota extra
carga_max_ultimo_ano
ingreso_anual

deuda comercial

Figura 6. Promedio absoluto de valores SHAP
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EEN 0.01

E 0.01
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N 0.01
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H 0.01
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atraso_consumo

atraso_lineas

atraso_comercial

atraso_tarjeta

atraso vehiculo

atraso hipotecario
atraso_max_ultimo_ano_hipotecario
atraso max_ultimo ano tc

atraso _max_ultimo ano comercial
atraso_max ultimo ano consumo
utilizacion_tc

atraso max_ultimo ano lineas
vejez deudor entidad

entidad
atraso_max_ultimo_ano_vehiculo
consumo_mes_ftc

deuda_tc

meses_reportado_tss
utilizacion_liniea
entidad_se_finanza
meses_ultimo_desembolso
tarjetas_desembolsada_ultimo_ano
cuota_comercial

actividad

limite_tc

cuota_extra

ingreso

cuota tc

desembolso_comercial

cuota consumo

desembolso consumo

genero

utilizacion_max ultimo_ano
cantidad entidad

provincia
creditos_desembolsada_ultimo_ano
deuda lineas

ingreso_anual

tipo_cliente
carga_max_ultimo_ano
deuda_comercial

Figura 7. Valores SHAP Maximos
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Considerando los modelos de la Variante 2, podemos ver en la Figura 8 un mapa de

calor con las variables de mayor poder predictivo a través de los anos. En el mismo se aprecia

que utilizacion_ tcy atraso__max_ultimo ano_ tc siempre tienen alto poder predictivo. En el

caso del 2020, las variables vejez_ deudor_entidad e ingresos, las cuales suelen tener alto nivel
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predictivo, no son tan relevantes para este ano. Esto se debe a los efectos de la pandemia del
COVID-19. A continuacién, veremos el detalle de algunas de las variables mas relevantes.

El resto puede ser encontrado en el repositorio de Github del Departamento de Estudios

Econémicos de la Superintendencia de Bancos, mediante el enlace https://github.com/SB-

ESTUDIOS/paper__prediccion__default/tree/main
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Figura 8. Ranking de importancia de variables por afio

Feature 2015 2016 2017 2018 2019 2020
utilizacion_tc
atraso_max_ultimo_ano_tc
consumo_mes_tc

entidad

vejez_deudor_entidad
atraso_consumo

genero

ingreso

atraso_tarjeta
atraso_max_ultimo_ano_consumo
meses_ultimo_desembolso
entidad_se finanza
meses_reportado_tss
atraso_comercial

actividad
atraso_max_ultimo_ano_comercial
tarjetas_desembolsada_ultimo_ano
atraso_max_ultimo_ano_lineas
deuda_lineas

limite_tc

deuda_tc

provincia
creditos_desembolsada_ultimo_ano
utilizacion_max_ultimo_ano
atraso_lineas

cuota tc

cuota consumo

cuota_comercial

utilizacion_liniea
desembolso_consumo
tipo_cliente
atraso_max_ultimo_ano_hipotecario
atraso_vehiculo
desembolso_comercial
atraso_hipotecario
cantidad_entidad

ingreso_anual
atraso_max_ultimo_ano_vehiculo
carga_max_ultimo_ano
deuda_comercial

cuota_extra
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La Figura 8 destaca que utilizacion_ tc es la variable mas importante en el andlisis.
Esta variable es un elemento clésico en la literatura de riesgo de crédito y generalmente
muestra resultados significativos. Se puede observar en la Figura 9 que cuando el porcentaje
de utilizacion es inferior a 0.4, la probabilidad de entrar en incumplimiento disminuye. No

obstante, si el porcentaje supera el valor de 0.4, la probabilidad de incumplimiento aumenta.

Este hallazgo refuerza la idea de que el nivel de utilizacién de tarjetas de crédito es
un indicador critico en la evaluacion del riesgo crediticio, y su impacto es coherente con lo

reportado en la literatura especializada en el campo.

Figura 9. Shap utilizacion_ tc
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La segunda variable mas importante, segin la media absoluta del valor SHAP, es
atraso_max_ultimo ano_tc, la cual se desglosa en la Figura 10. Esto sugiere que si un
deudor ha mostrado incumplimiento en el pasado, existe una alta probabilidad de que con-
tinie incumpliendo en el futuro. Es interesante observar que tener de 30 a 80 dias de atraso
contribuye de manera similar a la probabilidad de incumplimiento que tener mas de 80 dias

de atraso.

Este hallazgo indica que, en términos de riesgo crediticio, la presencia de atrasos en
los pagos, ya sean de 30 a 80 dias o mas de 80 dias, representa un factor significativo en la

evaluacion de la probabilidad de incumplimiento.
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Figura 10. Valores SHAP de atraso max_ultimo ano_tc
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La variable vejez_ deudor_entidad en la entidad, como se muestra en la Figura 11,
se destaca como una de las variables mas importantes en el analisis. Esta variable puede ser
de gran interés para las instituciones financieras, ya que indica que a medida que un deudor
permanece mas tiempo dentro de la entidad, su probabilidad de incumplimiento tiende a
disminuir, y hay un punto donde el valor de esta variable revierte el efecto de la misma sobre

la prediccién de default del deudor.

Figura 11. Valores SHAP de vejez deudor_entidad shap
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Figura 12. Valores SHAP de consumo_mes_ tc
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La variable consumo_mes_ tc, como se muestra en la Figura 12, presenta un com-
portamiento inesperado en el cual, a medida que el consumo aumenta, la probabilidad de
caer en incumplimiento disminuye. Este patron, contrario a la intuicién, pudiera explicarse

de varias maneras:

= Proxy de Ingreso: es posible que el modelo esté considerando esta variable como un
proxy de ingresos. En otras palabras, los deudores con un mayor consumo mensual en
tarjeta de crédito podrian ser percibidos como aquellos con mayores ingresos y, por lo

tanto, menor riesgo de incumplimiento.

= Relacion con la Utilizacion de la Tarjeta: también es importante notar que existe una
relacion inversa entre la utilizacion de la tarjeta de crédito y el consumo. Cuando el
deudor tiene una alta utilizaciéon de su tarjeta de crédito, es decir, esta utilizando una
gran parte de su limite de crédito, el mismo tiene menor margen para realizar consumos

adicionales. Esto podria influir en un consumo mensual menor.

En cualquier caso, este hallazgo subraya la importancia de comprender las relaciones
entre las variables en un modelo de riesgo de crédito y considerar multiples factores para

interpretar correctamente sus resultados.
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Figura 13. Valores SHAP de meses_ultimo_desembolso
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La variable meses_ ultimo_desembolso, como se muestra en la Figura 13, indica que
tener un desembolso en los tltimos 6 meses contribuye a un aumento en la probabilidad de
caer en incumplimiento. Este hallazgo sugiere que los desembolsos recientes pueden estar

relacionados con un mayor riesgo crediticio.

La presencia de desembolsos recientes como un factor que aumenta la probabilidad
de incumplimiento puede ser indicativa de varios escenarios. Por ejemplo, podria reflejar la
situacion en la que los deudores que han recibido nuevos créditos en los tiltimos meses estan

enfrentando dificultades financieras que los hacen mas propensos a incumplir sus obligaciones.
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Figura 14. Valores SHAP de genero
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El género, como se muestra en la Figura 14, también ha arrojado resultados signifi-
cativos en el analisis. En este caso, los resultados indican que los hombres son mas propensos

a caer en incumplimiento en comparacion con las mujeres.

Es importante destacar que la inclusion del género como variable en un modelo de
riesgo de crédito puede generar discusiones sobre equidad y sesgo. Es fundamental que las
instituciones financieras y los responsables de la toma de decisiones tengan en cuenta las
implicaciones éticas y legales al utilizar variables como el género en sus modelos y que tomen

medidas para garantizar la equidad y la no discriminacién en sus practicas crediticias.
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Figura 15. Valores SHAP de ingresos
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Los ingresos del deudor, como se muestra en la Figura 15, es otra variable de suma
importancia en el analisis. Esta variable proporciona informacién sobre el nivel socioeconoé-
mico del deudor, y se observa que, a partir de un umbral de ingresos de 20,000 pesos, el

deudor comienza a ser menos propenso a caer en incumplimiento.

Este hallazgo sugiere que los deudores con ingresos mas altos tienden a tener un
menor riesgo de incumplimiento. La relacién entre los ingresos y el riesgo crediticio es un
patron cominmente observado en el analisis de riesgo de crédito, ya que los ingresos suelen

estar relacionados con la capacidad de pago de un individuo.
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Figura 16. Valores SHAP de meses reportado  tss
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La cantidad de meses que un deudor ha sido reportado a la TSS (Tesoreria de la
Seguridad Social), como se muestra en la Figura 16, revela un resultado interesante. En
particular, se observa que no tener ningin reporte o tener 12 meses continuos de reporte son

los dos casos en los que el deudor es menos propenso a caer en incumplimiento.

Este patron puede estar relacionado con la informalidad laboral y la estabilidad del
empleo. La ausencia de reportes en la T'SS podria indicar que el deudor trabaja en la economia
informal y tener los 12 meses de reporte sugiere una mayor estabilidad laboral en un trabajo
formal. Los casos particulares son cuando el deudor tiene algiin reporte, pero no los doce, lo

que se asocia con una mayor inestabilidad laboral y financiera.
6. Conclusiéon

Este estudio se propuso identificar las variables criticas para la evaluacion del riesgo
crediticio en la Republica Dominicana, y ha logrado este objetivo de manera efectiva. La
utilizacion de catboost y, posteriormente, xgboost junto con la biblioteca SHAP, ha demos-
trado ser una herramienta valiosa para automatizar y mejorar la eficiencia en la evaluacién
de riesgos, proporcionando una comprension mas profunda de los factores que inciden en el

riesgo crediticio.

Se destaca la influencia de variables como la tasa de utilizacién de tarjetas de crédito

y el maximo atraso en créditos existentes, las cuales consistentemente muestran significancia
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en la prediccién de incumplimientos. Ademés, se observa la importancia de factores como

los ingresos, la estabilidad laboral y la consideracion de eventos externos, como la pandemia
de COVID-19.

Este estudio contribuye significativamente a la literatura al identificar las variables
mas relevantes en el contexto especifico de la Reptblica Dominicana, fortaleciendo la com-
prension existente y proporcionando una base para investigaciones futuras. Las implicaciones
practicas son notables, ofreciendo una base para la construccién de variables criticas que fa-
ciliten el monitoreo y la prevencién de incumplimientos, destacando la importancia tanto del

poder predictivo como de la interpretabilidad de los modelos.

Es crucial reconocer la limitacion principal de este estudio en cuanto al acceso limitado
a algunas variables clave, lo que sugiere la necesidad de mejorar la recopilacién de datos en
futuras investigaciones. En conjunto, este andlisis subraya la importancia de un enfoque
integral en la evaluacién del riesgo crediticio, considerando tanto las variables tradicionales

como el contexto econémico y laboral.

En conclusion, este estudio ofrece una perspectiva integral sobre el riesgo crediticio
en la Republica Dominicana, subrayando la necesidad de considerar miltiples factores y la
importancia continua de explorar y refinar la utilizacién de modelos avanzados en el sector
bancario. La combinacién de enfoques analiticos avanzados, la identificacién de variables
clave y la conciencia de las limitaciones actuales proporcionan una base sélida para futuras

investigaciones y mejoras en la gestion del riesgo crediticio en la region.

Los resultados de este trabajo pueden ser encontrados en el repositorio de Github
del Deportamento de Estudios Econémicos de la Superintendencia de Bancos, mediante el
enlace |https://github.com/SB-ESTUDIOS /paper_ prediccion_ default/tree/main
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